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統一的なオープンソース線形代数ライブラリ
monolishの提案
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概要：近年，プロセッサアーキテクチャの多様化が進んでいる．数値シミュレーションを様々なアーキテ
クチャで行うことを考えたとき，CPUでは BLASや LAPACKを用いれば密行列に対する演算が統一さ
れた APIで利用できるが，アクセラレータでは多くの場合データ通信の制御や APIの変更が必要になる．
疎行列に対する演算は，一部のハードウェアベンダ製ライブラリが疎行列に対する演算を備えているが，
全てのアーキテクチャで動作はせず，統一された APIは定義されていない．著者らは，真に有用な線形代
数ライブラリは実用されているすべてのアーキテクチャで動く必要があるとの考えから，各ベンダやライ
ブラリのデータ型，行列格納形式，データ通信 APIなどを扱うための統一された APIを定義し，すべて
のアーキテクチャで動作する可搬性の高いオープンソースライブラリ monolish を提案する．本研究では
この第一段階として，シングルノード，シングルデバイス向けに開発した提案ライブラリの性能を評価し
た．行列行列積，LU分解，共役勾配法のプログラムを 8つの環境で実行し，提案したライブラリを用いる
ことですべての環境でプログラムを変更せずに動作する高性能かつ可搬性の高いプログラムを実現できる
ことを示した．

1. はじめに
プロセッサアーキテクチャの多様化が進んでいる．CPU

では Intel, AMDの x86 64, IBMの Powerに加えARMの
ARM64，特に富士通A64FX [1]の期待が高まっている．ア
クセラレータではNVIDIAやAMDのGPUに加え，NEC

から SX-Aurora TSUBASA (SXAT) [2]が登場した．
これらのプロセッサアーキテクチャは性能を出しやすい

アプリケーションが異なっている．そのためユーザがアプ
リケーションの性能，ジョブの混雑状況，利用料金などか
ら自由に計算機を選択できれば，ユーザ側，システム運用
側の双方にとって効率がよい．
一方，数値シミュレーションを様々なアーキテクチャで

行うことを考えると，プロセッサアーキテクチャや動作す
る数値計算ライブラリの違いから，プログラムの大幅な修
正が必要になることや，性能が出ないことが問題になる．
数値シミュレーションの核である連立一次方程式や固有

値の求解アルゴリズムは，ベクトル，密行列，疎行列に対
する演算によって構成される．ベクトルや密行列に対する
演算は，CPUでは BLAS [3]や LAPACK [4]を用いれば
統一されたAPIで利用できる．一方，アクセラレータでは
多くの場合データ通信の制御 APIの利用や，デバイスメモ
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リの管理が必要になる．
BLASや LAPACKの関数のインタフェースにも課題が

ある．例えば BLASでは単精度内積の関数を “sdot”，倍
精度内積の関数を “ddot”と定義している．そのため倍精
度で動くプログラムを単精度に変更する場合，すべての関
数呼び出しを変更する必要がある．また，BLASには単精
度，倍精度以外の半精度や 4倍精度など向けの関数は定義
されていないため，これらに対応するためには独自のイン
タフェースを新たに定義する必要がある．
疎行列に対する演算は，一部のハードウェアベンダ製の

数値計算ライブラリ (ベンダ製数値計算ライブラリと呼ぶ)

が備えているが，全てのアーキテクチャで動作せず，統一
された APIは定義されていない．そのため疎行列に対す
る演算においてライブラリを使用することは可搬性の低下
に繋がる．また，高速な疎行列計算のためには，CRSや
ELL [5]などの非零要素のみを格納した格納形式を行列や
アーキテクチャに合わせて選択する必要がある．
このようなプロセッサアーキテクチャごとのソフトウェ

ア環境の違いはアルゴリズムを実装するユーザにとって負
担であると考えられ，ハードウェアに最適化された線形代
数の実装と，それらを利用するシミュレーションアルゴリ
ズムの実装を明確に切り分けることが必要である．
著者らは，真に有用な線形代数ライブラリは実用されて
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いるすべてのアーキテクチャで動く必要があるとの考え
から，各ベンダやライブラリのデータ型，行列格納形式，
データ通信 APIなどを扱うための統一された APIを定義
し，ユーザは 1つのプログラムを作成するだけで，すべて
のアーキテクチャで動作する可搬性の高いオープンソース
の線形代数ライブラリを開発することを提案する．
ライブラリを monolish (MONOlithic LIner equation

Solvers for Highly-parallel architecture)と命名し，mono-

lishによって統一したい課題として，以下の 4つを定めた．

課題 1 データ型に依存した関数のインタフェース

課題 2 ホスト，デバイス間のデータ転送 API やメモリ
管理

課題 3 数値計算ライブラリのインタフェース

課題 4 行列の構造や格納形式ごとの関数のインタフェース

すべてのプログラムを共通化した場合，性能が出ないこ
とが問題になると考えられる．そのため可能な限り性能の
低下を起こさないために実装すべき機能を定義すること，
性能への影響の少ない実装の共通化を行うこと，可能な限
り高速なベンダ製数値計算ライブラリを呼び分けることが
重要になる．
本論文では，その第一段階としてシングルノード，シン

グルデバイスの環境を仮定し，いくつかの計算を対象とし
て，様々な計算機システムでプログラムの変更せずに動作
させるために必要な機能やインタフェースについて論じ
る．様々な計算機システムでプログラムを変更せずに動作
させることで monolishの可搬性を示し，その性能につい
て評価する．2章でそれぞれの課題を解決するためのライ
ブラリの設計について述べ，3章でmonolish内部で様々な
アーキテクチャ向けにどのようなプログラムを実装するか
について述べ，4章でmonolishを用いて実装したプログラ
ムをいくつかのスーパーコンピュータシステム上で実行し
た際の性能を評価する．

2. monolishの設計
本節ではそれぞれの課題を解決するための monolishの
設計について論じる．また，この設計に基づいて開発した
monolishを用いて実装された共役勾配法のプログラムを付
録 図 A·1に載せた．

2.1 課題 1 データ型に依存した関数のインタフェース
問題やアーキテクチャによって計算精度を変更すること

を考えたとき，BLAS，LAPACK のような C, Fortranか
ら使われることを前提とした “型名+演算名”の関数の命
名規則によるインタフェースは，変数の精度を変更するご
とにプログラム中の全ての関数呼び出しを変更しなければ

ならないため現実的ではない．
SLATE プロジェクト [6] に含まれる BLAS++，LA-

PACK++では，オブジェクト指向型の言語である C++の
テンプレートや関数のオーバロード機能を用いて BLAS,

LAPACKに対して型に依存しないインタフェースを提供
し，性能劣化なく高い性能が提供できることを示している
が，アクセラレータ向けのプログラムへの対応はまだ行わ
れていない [7]．
著者らは BLAS++, LAPACK++を参考に，アクセラ
レータにも対応した型に依存しない BLAS，LAPACKイ
ンタフェースを実装した．

2.2 課題 2 ホスト，デバイス間のデータ転送 APIやメ
モリ管理

はじめに，ユーザが最も多いと考えられる Intel CPUと
NVIDIA GPUについて考えた．1つのプログラムで CPU

と GPUの両方で動作するようにする．
CPUとGPUのプログラムの大きな違いは，ホストとデ

バイスの通信を記述しなければならないこと，ホストメモ
リとデバイスメモリを管理するためのポインタ型変数を両
方管理しなければならないことである．
はじめに通信の記述について考える．一般的に CPUと

くらべてアクセラレータのメモリは小さいこと，性能のた
めには通信は最小限にする必要があることから，デバイス
へのデータの通信を自動的に行うことは難しい．そこで，
CPU向けに記述したプログラムをGPUで動かすのではな
く，GPU向けに記述したプログラムを CPUでも動くよう
にすることを考えた．これは，データ転送用の関数の内部
で通信を行うか，何も行わないかを切り替えるだけでよい．
データ転送用の関数の挙動をユーザが指定するための方

法として，共有ライブラリを複数作成する方法を選んだ．
内部ではマクロを用いて実装を切り替え，ライブラリの
ビルド時に指定して切り替える．GPU向けの共有ライブ
ラリはデータ転送の関数は GPUにデータを転送するが，
CPU向けの共有ライブラリは何も行わない．これにより
ユーザは動かしたい環境によってリンクするライブラリを
切り替えるだけでよい．
将来的にマルチデバイスに対応することを考えた場合，

1プロセスに複数のデバイスを割り当てることはできなく
なるが，1プロセスに 1デバイスを対応付ければ，このイ
ンタフェースで問題なく CPUと GPUを切り替えられる
と考えている．
次にデバイスメモリを管理するためのポインタ型変数の

扱いについて考える．CUDA [8]では，デバイスメモリ用
のメモリアロケート関数が用意されており，通常の Cの
mallocを用いた場合はホストメモリ，CUDAのメモリアロ
ケート関数を用いた場合はデバイスメモリが確保される．
このような実装の場合，CPUとGPUの 2種類の変数を管
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理しないといけないため，コードの共通化ができない．
そこで，ベクトルや行列を扱うクラスを作成し，状態管

理をクラスに行わせることで，ユーザからは 1つの変数と
して扱えるようにする．データがホストメモリとデバイス
メモリのどちらを参照したいのかをフラグで管理し，ユー
ザにデータ転送用の関数を実行させることでフラグの状態
を切り替える．フラグの状態によって各関数内の挙動を切
り替える．
このようなフラグ管理にするため，GPUが有効な状態

で CPUのデータを参照すること，CPUと GPUを並列に
計算することは考えない．また，フラグの状態が曖昧にな
るデバイスへの非同期通信も行わない．非同期通信を行わ
ない場合，ユーザはホスト，デバイス間のデータフローだ
けを記述すればよい．
ホスト，デバイス間のデータフローの制御に必要な関数

として以下の 4つを考えた．
send デバイスメモリの確保とデータ送信，フラグ有効化
recv データ受信とデバイスメモリの解放，フラグ無効化
nonfree recv データ受信
device free メモリの解放，フラグ無効化
複数の sendを行った場合はメモリの確保が重複してし

まうが，フラグを参照して send 内で切り替えればよく，
updateのような関数は必要ない．内部の実装の共通化の
方法については，3章で詳しく述べる．

2.3 課題 3 数値計算ライブラリのインタフェース
CPUのコア数は増加している．例えば SQUID [9]のフ

ロントエンドノードでは 38コアの CPU4基が搭載されて
おり，合計で 152コアが使用できる．一般的には，行列に
対する演算はベクトルに対する演算と比べて相対的に多く
の時間がかかると考えられてきた．しかし，一般的に疎行
列の非零要素が多くても 100程度であることを考えると，
疎行列ベクトル積が 100コア以上の CPUで十分に並列化
された場合，並列化されていないベクトル演算と計算時間
が同程度になってしまうことも考えられる．このことか
ら，並列化されていない関数は可能な限り提供すべきでは
ない．
このことから，ベクトルや行列に対する操作，演算を定

義し，可能な限り並列化された関数を提供する．すべてを
実装することは難しいことから，著者らはベンダ製数値計
算ライブラリが並列化されていて最も高速だという仮定を
おき，可能な限りこれらを呼び出し，実装されていないも
ののみを monolishに実装することとした．
はじめに，各ライブラリの実装状況を調査した．対象は

Intel MKL (MKLと呼ぶ,バージョンは 2020.0166)，CUDA

の cuBLAS, cuSPARSE, cuSOLVERなどのライブラリ (こ
れらを総称して CUDAライブラリと呼ぶ，バージョンは
CUDA10.1)，NEC NLC, FUJITSU SSL IIとした．

単純にヘッダに含まれる関数の数を数えた場合，BLAS

は約 150関数，LAPACKは約 1,500の関数が実装されて
いる．一方，ベンダ製数値計算ライブラリの中で最も機能
数が多いのはMKLで，10,000関数以上が実装されている．
また，最も機能が少ないのは CUDAライブラリで合計で
約 1,000関数が実装されている．
このようにアーキテクチャごとに利用できる数値計算

ライブラリの関数に大きな違いがある．最も機能の多い
MKLを参考に，実装すべき関数を以下の 5つのグループ
に分けて考えた．
• BLAS: ベクトル，密行列に対する基本演算
• VML: 配列に対する数学関数
• Dense Solver: 密行列に対する線形ソルバ
• Sparse BLAS: 疎行列に対する基本演算
• Sparse solver: 疎行列に対する線形ソルバ
疎行列に対する演算において，インタフェースが同じソ

フトウェアは 1つもなかった．また，対応している疎行列
の格納形式にも差があり，すべてのアーキテクチャの疎行
列演算ライブラリをサポートし続けることは難しいことが
わかった．
そのため最初の実装として，最もユーザが多いと考えら

れるMKL, CUDAライブラリの呼び出しを実装し，それ
以外は monolishの実装した汎用プログラムに切り替える
ことにした．MKLのを使用する場合を “Intel, ” CUDAラ
イブラリを使用する場合を “NVIDIA”, それ以外を “OSS”

と呼ぶ．これらの切り替えで使用されるライブラリを表 1

に示す．将来的には，これら以外の切り替えも実装するこ
とで，より多くのプロセッサアーキテクチャに対応できる
と考えている．
CUDAライブラリ以外では，共通している関数は BLAS

に含まれる演算のみであった．そのため BLASグループの
実装は CPUかアクセラレータで切り替えればよく，あと
はリンク時に適切な BLASをリンクすればよい．
BLASには，LAPACKの実装に必要な axpy (y = ax+y)

や scal (y = ax)が実装されているが，ベクトル和などは
実装されていない．この問題を解決するため，MKLでは
BLAS, LAPACKに加えて Vector Math Library [10]と呼
ばれる配列の各要素に対する数学関数ライブラリが実装さ
れている．これは共役勾配法などに含まれる r0 = b − Ax

などの計算で，ベクトルの減算を行うときに役立つと考え，
“VML”グループと呼んで実装することにした．VMLは
MKLにしか存在しないため，その他のアーキテクチャで
は全て “OSS”が使用される．
“Dense Solver” グループには LU 分解，QR 分解，

Cholesky 分解などが含まれる．CUDA ライブラリには
cuBLASに BLASのほぼすべての関数，cuSPARSEに疎
行列に対する演算が実装されているものの，cuSOLVER

は LAPACKのすべての機能を持たない．特に，一般行列

3ⓒ 2021 Information Processing Society of Japan

Vol.2021-HPC-180 No.3
2021/7/20



情報処理学会研究報告
IPSJ SIG Technical Report

表 1 各実装の切り替えで使用されるライブラリ
Intel NVIDIA OSS

BLAS MKL cuBLAS CBLAS 互換
VML MKL monolish monolish

Dense Solver MKL cuSOLVER LAPACK 互換
Sparse BLAS MKL cuSPARSE monolish

Sparse Solver monolish monolish monolish

(GE)以外の関数はほとんど実装されていない．そのため，
LAPACK の密行列以外の形式は対象外とすることにし，
CUDAライブラリと LAPACKに共通した機能のみを実装
することにした．
“Sparse Solver” グループには Jacobi 法や共役勾配法

(CG 法) [11]などが含まれる．MKLには共役勾配法の関
数が提供されているが，これらは一般的に “BLAS”グルー
プ， “Sparse BLAS”グループ， “VML”グループに含ま
れる関数の組み合わせで実装できる．各ライブラリに含ま
れる関数の数やインタフェースに差があることから，これ
らはライブラリを使用せず，monolishに独自に実装する．
“OSS” に必要なのは CBLAS, LAPACK 互換のインタ
フェースをもつライブラリのみであるので，将来のアーキ
テクチャにおいても動作することは十分に期待できると考
えている．

2.4 課題 4 行列の構造や格納形式ごとの関数のインタ
フェース

pythonのScipy [12]には，COO, CRS, CSC, DIA, BCRS

[5]など，様々な疎行列フォーマットのクラスが実装されて
おり，すべてのクラスに対して同一のメンバ関数を実装す
ることで，同じように扱えるようにしている．
しかし，Scipyのこのようなアプローチは性能面で問題

がある．例えば COO形式の疎行列は，行列の要素の追加
や参照は簡単に行えるが，疎行列ベクトル積は並列化が難
しく，他の格納形式と比べて性能が出ない．一方でCRS形
式の疎行列は，疎行列ベクトル積を並列に実行でき，COO

より高い性能が期待できるが，行列の要素の追加や参照の
性能は出しにくい．これらの違いは行列の格納形式や並列
計算の知識がないと判別できないことであり，ユーザが使
い分けることは困難であると考えられる．
C++で記述されたmonolishにユーザが期待することは，
性能と利便性の両立であると考えられる．そのため遅い機
能はあえて実装しないことで，ユーザのプログラムの性能
を保証することを考えた．
各格納形式の実装に差がある場合，格納形式を切り替

えるたびにプログラム全体を書き換える必要が生じる．
どのクラスに何の機能が実装されているかをわかりやす
くするため，疎行列クラスと関数に対して “editable” と
“computable”という 2つの属性を付与して考えることに
した．“editable”は行列要素への参照や編集ができること

を意味し，“computable”は並列化された行列計算や，ア
クセラレータでの計算ができることを意味する．
また，疎行列と密行列のどちらを使うべきかは非零要素

の分布や数によって異なるが，その切替基準はアーキテク
チャによって異なる．そこで，monolishでは密行列も疎行
列の 1つとして扱い，密行列のクラスとして Dense, COO

形式のクラスとして COO, CRS形式のクラスとして CRS

を実装した．また，これに伴って関数名も BLAS準拠の
GEMMや GEMVではなく matmulや matvecとした．
COO には “editable”, CRS には “computable”, Dense

には “editable”と “computable”の両方の属性を付与した．
これにより，ユーザが行列の作成に使用できるのは COO

と Denseのみ，行列計算に使用できるのは Denseと CRS

のみとなる．変換の処理は必要であるが，並列化されてい
ないプログラムを誤って実行してしまうことをなくせる．
これにより，同属性をもつ格納形式であれば，プログラ

ム全体を変更せずに行列の宣言部のみを変更するだけで
格納形式を変更することができる．例えば，付録の図 A·1
は，“computable”属性をもつ Dense, CRSの両方で動作
することを確認している．将来的には属性をさらに増やす
必要がある可能性はあるが，このように属性を分けて実装
することで，高速な実装に対し統一したAPIを付与するこ
とができる．

3. 様々なプロセッサで動作するプログラムの
実装

本章では，monolish内部の関数を実装するための様々な
プロセッサで動作するプログラムの実装方法を述べる．
複数のアーキテクチャをサポートすることを考えると，

特殊なコンパイラやツールを必要とすることは好ましくな
い．そこで著者らは実装の基盤として LLVMベースのコ
ンパイラを選んだ．LLVMプロジェクトに含まれる Clang

は標準的な C/C++コンパイラであり，Clangでの動作を
保証することで，他のコンパイラでも十分に動作すること
が期待できる．
一般的に，アクセラレータはCPUと違い独自のプログラ
ミングモデルを用いることが多い．例えば，NVIDIA GPU

では CUDAを使用するのが一般的だが，AMD GPUでは
CUDAは動作せず，代わりにHIP [13]と呼ばれるプログラ
ミングモデルが提供されており，CUDAとはインタフェー
スが異なる．今後，新しいアクセラレータが登場する可能
性を考えると，個別に実装することは好ましくない．
そこで，2.2 節で定義した通信の APIについて共通化を
考える．アクセラレータに対するプログラムを統一された
ディレクティブで記述することができるコンパイラ拡張を
利用し，通信 APIを共通化する．
Clangから利用できる GPU向けのコンパイラ拡張とし

て OpenACCと OpenMP Offloading [14]がある．これら
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はどちらも Clangにおいて libompという同じライブラリ
を利用しており，最終的な性能は libompの実装に起因す
ると考えられる．また，これらに実装されている機能に大
きな差はない．CPU向けのプログラムは OpenMPで並列
化することから，OpenMP Offloadingを用いてGPU向け
のプログラムを実装することにした．
OpenMP Offloading は GPU 等のアクセラレータを

OpenMP の指示句を用いて制御するためのコンパイラ
拡張であり，OpenMP 4.0から使用できるようになった．
Clang 11.0.1 において，OpenMP Offloading は NVIDIA

GPU, AMD GPUの両方をサポートしている [15]．
多くの関数でCUDAライブラリを呼び出す際，OpenMP

Offloadingによるオーバヘッドがどの程度あるのかは不明
である．そこで，国立研究開発法人産業技術総合研究所
の AI橋渡しクラウド (AI Bridging Cloud Infrastructure,

ABCI) [16] に搭載されている NVIDIA Tesla V100 上で
Clang 11.0.1に実装されている OpenMP Offloadingの性
能を検証した．
図 1 に，OpenMP Offloading によるデータ転送のプ

ログラムを，図 2 に OpenMP Offloading による axpy

(y = α× x+ y)のプログラムの例を示す．
図 1は，GPUへデータを送信する関数 sendと受信する

関数 recvである．sendされた関数は先頭ポインタが変わ
らない限り，“pragma omp target”句の中で GPU上のメ
モリとして扱われる．変数名の管理は OpenMPによって
自動的に行われるため，デバイスメモリのための変数を用
意する必要はない．
図 2 に示す OpenMP cuBLAS axpy 関数は，OpenMP

Offloading 句を用いて cuBLAS を呼び出す関数である．
OpenMP axpy関数は，データは事前に GPUに転送済の
ものとし，forループをGPUで実行する．この 2つの関数
を，CUDAから cuBLASを呼び出す関数の性能と比較し，
OpenMP Offloadingのオーバヘッドを評価する．
図 3 に axpy におけるベクトルサイズ N を 103 から

108 まで変化させたときの CUDAから cuBLASを実行し
た性能を 1 としたときの OpenMP cuBLAS axpy 関数と
OpenMP axpy関数の相対性能を示す．結果には 1,000回
試行した際の平均時間を用い，通信時間は含めていない．
OpenMP cuBLAS axpy関数の性能は，ベクトルサイズ

が小さいN = 105までは CUDAから cuBLASを呼び出し
た場合と比べて約 10%性能が高いが，ベクトルサイズが十
分に大きい N = 106 以上では，性能差は 1%以内に収まっ
た．ベクトルサイズが小さいときの性能が高い理由は不明
であるが，OpenMP Offloadingのオーバヘッドは小さく，
CUDAを記述する場合と比べてほぼ同様の性能が出せる
ことがわかった．
一方，OpenMP axpy関数の性能は，ベクトルサイズが
小さいN = 105までは CUDAから cuBLASを呼び出した

場合と比べて約 20%から 30%性能が高いが，ベクトルサイ
ズの増加に従って性能が低下し，N = 108 では CUDAか
ら cuBLASを呼び出した場合と比べて約 10%性能が低い．
サイズが小さいことから OpenMP Offloadingを用いたこ
とによるカーネル呼び出しのオーバヘッドなどではなく，
カーネルの最適化が問題であると考えられる．
これらの結果から，CUDAライブラリを呼び出す上では，

OpenMP Offloadingによるオーバヘッドは小さく，CUDA
から呼び出す場合とほぼ同等の性能が期待できるため，非
常に有用である．OpenMP axpy関数のように自分で関数
を実装する場合は cuBLASほどの性能は期待できないが，
cuBLASと比べて 10%程度の性能差しかないということは
良い結果だと考えられる．行列行列積のような計算量が多
く，高度な最適化を必要とする関数の実装には向かないが，
“VML”などを実装する上では，十分に有用であると考え
られる．これらのことから monolishでは，アクセラレー
タ向けのプログラムを OpenMP Offloadingを用いて開発
することにした．

4. 実験
本章では，monolishを利用するプログラムをいくつか作

成し，それぞれリンクするライブラリを切り替えていくつ
かのスーパーコンピュータシステムで実行し，その性能に
ついて評価する．密行列に対する計算として行列行列積と
LU分解，疎行列に対する計算としてベクトル演算，行列
ベクトル積から構成される CG法を対象とした．

4.1 実験環境
Intel CPU, NVIDIA GPU が使用できる環境として

ABCI, Fujistu A64FXが使用できる環境として，FOCUS

スパコン Xシステム [17]，Intel CPU, AMD CPU，およ
び SXATが使用できる環境として大阪大学の SQUIDを用
いた．それぞれのシステムに対して本論文で用いる名称と
ハードウェア構成を表 2 に示す．
ここでアクセラレータは A NVIDIAと S SXATである
が，SXATにはホスト CPUで動作する VEOSと呼ばれる
ベクトル型アクセラレータボード上で動作するプロセスを
制御するソフトウェアが提供されている．VEOSは VEか
らは OSのように見えており，VEに Linuxシステムコー
ルなどを提供する．I/Oやシステムコールなどの処理は自
動的に VEOSを通じてホスト CPUと協調して行われる．
oそのため，ECコンパイラを用いてVE向けにコンパイル
したプログラムを VHから実行するだけで，VEOSによっ
てプロセスが VE上に展開されて処理が行われ，ユーザが
プログラムを変更したり，VEと VH間の転送を意識する
必要はない [18]．そのため本論文では SXATも CPUとし
て扱う．
Intel CPUでは，monolishは “Intel”のMKLと “OSS”
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void send (double∗ data , int N){
#pragma omp ta rg e t \

ente r data map( to : data [ 0 :N] )

}

void recv (double∗ data , int N){
#pragma omp ta rg e t \

e x i t data map( from : data [ 0 :N] )

}

図 1 OpenMP Offloading によるデバイスへのデータ転送

void OpenMP cuBLAS axpy(double alpha , double∗

x , double∗ y , int N) {
#pragma omp ta rg e t data u s e d ev i c e p t r (x , y )

{
cub lasHandle t h ;

cub lasCreate (&h) ) ;

cublasDaxpy (h , N, &alpha , x , 1 , y , 1)

) ;

cublasDestroy (h) ;

}
}

void OpenMP axpy(double alpha , double∗ x ,

double∗ y , int N) {
#pragma omp ta rg e t teams d i s t r i b u t e p a r a l l e l

for

for ( int i = 0 ; i < N; i++) {
y [ i ] = alpha ∗ x [ i ] + y [ i ] ;

}
}

図 2 OpenMP Offloading によるデバイスでの axpy

のOpenBLAS [19]を利用できる．そこで，Intel CPUでは
それぞれ性能評価を行うこととして，合計 8つの構成に対
し性能評価を行うこととした．それぞれのソフトウェア環
境を 表 3 に示す．ここで，ソフトウェア名を “monolish”

としているものは，monolishが独自に実装した関数を呼び
出しているという意味である．
コンパイルオプションとして，“-O3 -fopenmp”，お

よび適切な BLAS や LAPACK をリンクするためのオプ
ションをつけた．これに加え，A64FX にはバックエン
ドを Clang にするオプション “-Nclang” と自動ベクトル
化のためのオプション “-fvectorize”をつけ，大島らの研
究 [20]を参考に環境変数として “OMP STACKSIZE=8m”,

“XOS MMM L PAGING POLICY=demand:demand:demand”

を指定した．GPU では NVIDIA Tesla V100 に対して
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図 3 CUDA から cuBLAS を実行した場合を基準とした
OpenMP Offloading によって実装された axpy の相対性能,

“OpenMP cuBLAS axpy”は OpenMPの Offloaing句内で
cuBLAS を実行．“OpenMP axpy” は cuBLAS を使わずに
ループを OpenMP Offloading を用いてデバイスで実行．

OpenMP Offloading を有効にするためのオプション
と し て “-fopenmp-targets=nvptx64 -Xopenmp-target

-march=sm 70”をつけた．

4.2 行列行列積の性能
本節では，N ×N の正方乱数密行列 A,B,C に対する行
列行列積の性能を評価する．
作成したプログラムに対しコンパイラとリンクするライ

ブラリを変更するだけで，すべての環境においてプログラ
ムを変更することなく実行できることを確認した．
各アーキテクチャにおける行列行列積の性能を評価し

た．単精度行列行列積 (SGEMM)の結果を表 4, 倍精度行
列行列積 (DGEMM)の結果を表 5に示す．性能は 30回
試行した平均時間から計算量を 2N3 として求めた．この
とき，A NVIDIAでは行列はあらかじめ GPUに転送済と
し，GPUとの通信時間は評価に含んでいない．
実験の結果から，ベンダ製数値計算ライブラリを使用し

た場合，最も大きい行列サイズ N = 5, 000ではすべての
システムにおいて 65%以上のピーク性能比を発揮した．最
もピーク性能比が高いのは S SXATにおける N = 5, 000

の DGEMMで，これはピーク性能の 95.9%であることか
ら性能は十分高いものと考えられる．このことから，C++

を用いて BLASの型依存を隠蔽し，内部でベンダ製数値計
算ライブラリを呼び分けることのオーバヘッドは小さく，
本研究の提案によって高効率かつ可搬性の高いプログラム
を開発できることがわかった．
SXATと A64FXは他のシステムと比べて行列サイズが

小さい場合でも性能が出しやすいことがわかる．最もサ
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表 2 使用する実験環境と本論文で用いる名称

Name System Processor SP Peak [TFlops] DP Peak [TFlops] Mem. [GB]

A Intel ABCI Intel Xeon Gold 6148@2.40 GHz, 20 core×2 6.14 3.07 384

A NVIDIA ABCI NVIDIA Tesla V100 SXM2 15.6 7.80 16

F A64FX FOCUS Fujitsu A64FX@1.8 GHz, 48 core 5.53 2.76 32

S Intel SQUID Intel Xeon Platinum 8368@2.40 GHz. 38 core×2 11.7 5.84 256

S AMD SQUID AMD EPYC 7402P@2.8 GHz, 24 core 2.15 1.08 128

S SXAT SQUID NEC Type 20A@1.6 GHz, 10 core 6.14 3.07 48

表 3 各環境で使用するソフトウェア
Compiler BLAS VML Sparse BLAS

A Intel (MKL) clang 11.0.1 MKL MKL MKL

A Intel (OpenBLAS) clang 11.0.1 OpenBLAS monolish monolish

A NVIDIA clang 11.0.1 (CUDA 10.1) cuBLAS monolish cuSPARSE

F A64FX Fujitsu compiler 4.2.1 (based on LLVM 7.1.0) Fujitsu SSL II monolish monolish

S Intel (MKL) clang 11.0.1 MKL MKL MKL

S Intel (OpenBLAS) clang 11.0.1 OpenBLAS monolish monolish

S AMD (OpenBLAS) clang 11.0.1 OpenBLAS monolish monolish

S SXAT NEC Compiler 3.2.1 NEC NLC monolish monolish

イズが小さい N = 1, 000の SGEMMにおいて，他のシス
テムでは 0.51%から 14.7%しかピーク性能比が出ていない
のに対し，S SXAT はピーク性能の 77.7%, F A64FX は
42.1%が出ており，絶対性能で比較しても他のシステムよ
り性能が高い．
2番目にピーク性能比が高いのは A NVIDIAにおける

N = 5, 000の DGEMMで，ピーク性能の 92.4%である．
これも十分に高速で OpenMP Offloadingによるアクセラ
レータ向けのプログラムの共通化が性能に与える影響は小
さいことが示された．
OpenBLASを用いた場合の性能はいずれも低く，最大

で 44.2%しか出ていない．A IntelにおいてOpenBLASを
ビルドする際のオプションをいくつか変更して試行した
が，性能改善効果はほとんど得られなかった．A Intelお
よび S Intelは MKLを使用すれば性能が改善したことか
ら，Intel CPUの場合はMKLを使うことで高い性能を出
すことができると考えられるが，AMD CPUの場合は課題
が残る．OpenBLASに対する更なる調査が必要であると
考えられるが，性能が向上しない場合は AMD CPUに対
してはAMD社の提供している BLAS, LAPACKライブラ
リ [21]の使用を検討する必要があると考えられる．

4.3 LU分解の性能
本節では，N × N の正方乱数密行列に対する LU分解
の性能を評価する．単精度では，CPUは LAPACKに含
まれる sgetrfと sgetrs, GPUでは cuSOLVERに含まれる
cusolverDnSgetrf, cusolverDnSgetrs を用いる．倍精度で
は，CPUは LAPACKに含まれる dgetrfと dgetrs, GPU

では cuSOLVERに含まれる cusolverDnDgetrf, cusolverD-

nDgetrs を用いる．行列 A と右辺ベクトル b を関数に渡
し，解をベクトル bに上書きする．
各アーキテクチャにおける LU分解の性能を表 6,表 7に
示す．性能は実行時間から計算量を 2/3N3 として求めた．
なお，GPUでは行列の作成は CPUで行った後に GPUに
データを転送し，結果を CPUに回収するフローを想定し
ている．そのため A NVIDIAの結果には，行列 Aとベク
トル bを CPUからGPUに送信し，求解後に解 bをGPU

から CPUに送信する時間を含めた．
全体的な傾向として，4.2 節の行列行列積と比べて LU

分解の性能は低いが，適切なベンダ製数値計算ライブラリ
を使用すれば，F A64FX以外の環境ではピーク性能と比
べて最大で約 45%の効率が出ており，monolishによって
呼び出された LAPACKが十分な性能を発揮できているこ
とがわかる．
4.2 節の結果と同様に，最もピーク性能比が高いのは

S SXATで，最大で 66.7%のピーク性能比を発揮した．行
列行列積の結果では A NVIDIAは十分に問題サイズが大
きければピーク性能の 90%以上を発揮できていたが，LU

分解では最大で約 45.2%にとどまった．
問題サイズが小さい N = 10, 000において，単精度 LU

分解の性能が最も高いのは S Intelの 2.51 TFlops, 倍精度
LU分解の性能が最も高いのは A NVIDIAの 1.62 TFlops

であった．このように問題サイズや精度によって最も性能
の高い環境は異なっており，monolishを用いて可搬性のプ
ログラムを作成し，ユーザが解くべき問題に応じてシステ
ムを切り替えることの意義が示された．
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また，4.2節の結果と比べ，F A64FXの結果が非常に低
く，ピーク性能の 5.15%から 14.7%しか出ていない．環境
変数やコンパイルオプションは行列行列積と LU分解のプ
ログラムで同一であり，大きく性能が低下した原因はわか
らなかった．これについては，今後も引き続き調査を行う
必要があると考えている．

4.4 共役勾配法の性能
本節では，共役勾配法の性能について評価する．2 次元

Laplace 作用素を 5 点中心差分により離散化して得られる
次数 N ×N の行列 A を係数とする線型方程式 Ax= bを
対象とした．行列 Aと初期解ベクトル x, 右辺ベクトル b

を引数にとり，解をベクトル xに上書きする．
なお，LU分解と同様に，GPUでは行列の作成は CPU

で行った後に GPUにデータを転送し，結果を CPUに回
収するフローを想定している．そのため A NVIDIAでは，
行列 Aとベクトル x, bを CPUから GPUに送信し，求解
後に解 xを GPUから CPUに送信する時間を含めた．ま
た，CG法の関数内で必要なベクトルはmonolishによって
適切なメモリ空間に自動的に確保するようにしている．
行列の格納形式は，すべて monolish において “com-

putable”属性をつけて実装されている CRS形式を用いた．
SXATは著者らの先行研究 [22]によって Block CRS形式
に対する疎行列ベクトルの性能が出ないことが確認されて
いるため高い性能は期待できないが，可搬性を示すために
本論文では他の環境と同様にCRS形式で実行した．SXAT

においても，今後 ELL形式などを実装すれば性能が発揮
できると考えている．
反復回数を 1,000 回に固定し，そこから 1秒間に共役勾

配法を性能として用いた．各アーキテクチャにおける性能
を表 8, 表 9に示す．
MKL における S Intel の性能は，サイズが小さい

N = 1, 000 のとき他の環境と比べて 6.8 倍から 79.4 倍
高い．これは S Intelが 114 MBの L3キャッシュが搭載さ
れているためであると考えられる．S Intelでは単精度で
は N = 2, 000まで，倍精度では N = 1, 000までデータが
キャッシュに収まる．
同様に，S AMDの性能も行列行列積や LU分解の結果

と比べて他の環境との性能差が小さく，monolishに実装さ
れた疎行列ベクトル積が十分に性能を発揮できていること
がわかった．
S SXAT は他の環境と比べて 3 倍から 100 倍性能が低
い．これは事前の予測通り CRS形式を使用しているため
ベクトル化が行えないためであると考えられる．これはベ
クトル化に有効な ELL形式などを実装する必要がある．
A NVIDIAの性能は，行列行列積や LU分解の結果と比

べて他の環境との性能差が小さく，特に小さい問題に対し
ては性能が出ていない．これについて詳細に各関数の時間

を計測してみると，サイズの小さいN = 1, 000では内積計
算の時間が全体時間の 50%を占めた．このことから，コア
数の多い GPUでは疎行列ベクトル積と比べて内積の集約
計算がボトルネックとなり，小さい問題では他の環境より
性能が出なにくいことがわかった．また，GPUでは ELL

形式や JAD形式などの格納形式のほうが性能が出やすい
ことが知られており [23]，SXAT同様に ELL形式などを
実装することでさらなる高速化が可能と考えている．
A IntelにおけるMKLと OpenBLASの性能差は 2%か

ら 20%程度で，性能差は小さい．これは CRS形式の疎行
列ベクトル積が一般的にメモリ性能に成約を受けやすいこ
とから，MKLに実装された疎行列ベクトル積とmonolish

に実装された疎行列ベクトル積の性能差が小さいためと考
えられる．このことから，monolishに実装した疎行列ベク
トル積は性能を発揮できていることを確認できた．

5. まとめ
本論文では，プロセッサアーキテクチャの多様化に対し，

各プロセッサアーキテクチャで動作する数値計算ライブラ
リの違いがあることを問題視し，各ベンダやライブラリの
データ型，行列格納形式，データ通信 APIなどを扱うた
めの統一された APIを定義し，1つのプログラムで様々な
アーキテクチャで動作する可搬性の高いオープンソースの
線形代数ライブラリを開発することを提案した．
ライブラリを monolish (MONOlithic LIner equation

Solvers for Highly-parallel architecture)と命名し，mono-

lishによって統一したい課題として，以下の 4つを定めた．

課題 1 データ型に依存した関数のインタフェース

課題 2 ホスト，デバイス間のデータ転送 API やメモリ
管理

課題 3 数値計算ライブラリのインタフェース

課題 4 行列の構造や格納形式ごとの関数のインタフェース

2.1 節では課題 1 を達成するため，C++のテンプレー
トや関数オーバロードを用い，型に依存しない BLASや
LAPACKのインタフェースを提案した．
2.2節および 3章では課題 2を達成するため，ホストとデ

バイスの通信の記述方法やホストメモリとデバイスメモリ
を管理するためのポインタ型変数の管理について述べた．
CPU 向けにプログラムを GPU で動かすのではなく，

GPU向けに記述したプログラムを CPUでも動くようにす
る方法をとることで，共有ライブラリを切り替えるだけで
簡単にアーキテクチャを切り替えられることや，ベクトル
や行列をクラスとしてもち，内部的にホストメモリとデバ
イスメモリを管理することを提案した．
2.3節では課題 3を達成するため，最も機能の多いMKL
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表 4 SGEMM の性能 [TFlops] (ピーク比)

A Intel A Intel A NVIDIA F A64FX S Intel S Intel S AMD S SXAT

(MKL) (OpenBLAS) (MKL) (OpenBLAS) (OpenBLAS)

N=1,000 0.91 (14.7) 0.64 (10.4) 0.08 (0.51) 2.33 (42.1) 0.26 (2.23) 0.74 (6.42) 0.25 (11.5) 4.77 (77.7)

N=2,000 2.14 (34.8) 1.33 (21.7) 7.69 (49.3) 3.27 (59.1) 6.31 (54.0) 0.99 (8.36) 0.49 (22.8) 5.46 (88.9)

N=3,000 2.20 (35.8) 1.73 (28.2) 11.2 (71.6) 3.72 (67.3) 8.35 (71.5) 1.10 (9.47) 0.56 (26.1) 5.72 (93.2)

N=4,000 4.12 (66.7) 1.87 (30.5) 12.9 (82.7) 3.37 (61.0) 9.11 (78.0) 1.17 (10.0) 0.63 (29.2) 5.80 (94.4)

N=5,000 4.44 (72.2) 2.15 (35.1) 14.0 (89.7) 3.73 (67.5) 9.55 (81.8) 1.26 (10.8) 0.62 (28.8) 5.84 (95.1)

表 5 DGEMM の性能 [TFlops] (ピーク比)

A Intel A Intel A NVIDIA F A64FX S Intel S Intel S AMD S SXAT

(MKL) (OpenBLAS) (MKL) (OpenBLAS) (OpenBLAS)

N=1,000 0.70 (22.7) 0.59 (19.0) 2.01 (25.8) 1.20 (43.5) 1.41 (24.1) 0.54 (9.23) 0.19 (18.1) 2.76 (89.9)

N=2,000 1.54 (50.0) 0.88 (28.6) 4.49 (57.5) 1.59 (57.3) 3.52 (60.3) 0.62 (10.6) 0.27 (25.4) 2.91 (94.7)

N=3,000 2.01 (65.4) 1.17 (38.1) 6.77 (86.8) 1.74 (62.9) 4.30 (73.6) 0.63 (10.7) 0.26 (24.6) 2.93 (95.3)

N=4,000 2.10 (68.2) 1.28 (41.8) 6.93 (88.9) 1.47 (53.1) 3.49 (59.8) 0.61 (10.5) 0.30 (28.3) 2.96 (96.5)

N=5,000 2.31 (74.8) 1.36 (44.2) 7.21 (92.4) 1.87 (67.6) 4.32 (74.0) 0.61 (10.5) 0.32 (29.8) 2.94 (95.9)

表 6 単精度 LU 分解の性能 [TFlops] (ピーク比), 性能は 2/3N3 として求めた．
A Intel A Intel A NVIDIA F A64FX S Intel S Intel S AMD S SXAT

(MKL) (OpenBLAS) (MKL) (OpenBLAS) (OpenBLAS)

N=10,000 1.96 (31.8) 0.67 (11.0) 1.32 (8.53) 0.28 (5.15) 2.51 (21.5) 0.73 (6.34) 0.53 (24.6) 2.14 (34.9)

N=20,000 2.72 (44.2) 1.08 (17.7) 3.93 (25.2) 0.60 (10.8) 4.23 (36.3) 0.96 (8.28) 0.79 (36.6) 3.20 (52.1)

N=30,000 3.47 (56.4) 1.35 (22.0) 5.83 (37.4) 0.49 (8.87) 5.34 (45.8) 1.06 (9.12) 0.91 (42.3) 3.75 (61.1)

表 7 倍精度 LU 分解の性能 [TFlops] (ピーク比), 性能は 2/3N3 として求めた．
A Intel A Intel A NVIDIA F A64FX S Intel S Intel S AMD S SXAT

(MKL) (OpenBLAS) (MKL) (OpenBLAS) (OpenBLAS)

N=10,000 1.27 (41.5) 0.41 (13.2) 1.62 (20.8) 0.35 (10.9) 1.39 (23.8) 0.45 (7.61) 0.38 (35.4) 1.34 (43.6)

N=20,000 1.61 (52.3) 0.62 (19.6) 2.81 (36.0) 0.31 (10.8) 2.19 (37.5) 0.52 (8.93) 0.46 (42.5) 1.81 (58.9)

N=30,000 1.78 (57.9) 0.76 (24.6) 3.53 (45.2) 0.41 (14.7) 2.61 (44.6) 0.57 (9.85) 0.49 (45.9) 2.05 (66.7)

表 8 1 秒間で計算できた単精度前処理なし CG 法の反復回数
A Intel A Intel A NVIDIA F A64FX S Intel S Intel S AMD S SXAT

(MKL) (OpenBLAS) (MKL) (OpenBLAS) (OpenBLAS)

N=1,000 374 330 203 538 3,573 401 354 45

N=2,000 89 71 171 87 715 89 94 11

N=3,000 31 30 146 39 208 33 44 5

表 9 1 秒間で計算できた倍精度前処理なし CG 法の反復回数
A Intel A Intel A NVIDIA F A64FX S Intel S Intel S AMD S SXAT

(MKL) (OpenBLAS) (MKL) (OpenBLAS) (OpenBLAS)

N=1,000 440 428 483 203 2,661 224 248 44

N=2,000 93 87 166 50 274 42 77 11

N=3,000 42 38 138 23 108 17 37 5

を参考に，実装すべき関数を以下の 5つのグループにわけ
て検討した．最もユーザが多いと考えられるMKL, CUDA

ライブラリの呼び出しを実装し，MKLや CUDAライブラ
リが使用できない環境では，BLAS, LAPACKに含まれな
い関数は monolishに実装された汎用プログラムに切り替
えることで，様々なアーキテクチャでも動作するための実

装の切り替え方法を提案した．
2.4節では，疎行列の各格納形式は性能を出しやすい演算
が異なることから，格納形式を “editable”と “computable”

の 2つの属性に分けて考えることを提案した．
“editable”は行列要素への参照や編集ができることを意
味し，“computable”は並列化された行列計算や，アクセ
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ラレータでの計算ができることを意味する．このように属
性を分けて機能を定義することで，ユーザに対して高い性
能を保証しやすくすることができることを示した．
最後に 4章で，開発した monolishを 8つの環境で評価

した．行列行列積，LU分解，CG法のプログラムを対象
に実験を行い，プログラムを変更せず，コンパイラなどを
変更するだけですべての環境で動作させることができた．
行列行列積に対する実験では，最もピーク性能比が高い

ものでピーク性能の 95.9%を発揮することができた．この
ことから，C++を用いて BLASの型依存を隠蔽し，内部
でベンダ製数値計算ライブラリを呼び分けることのオーバ
ヘッドは小さく，本研究の提案によって高効率かつ可搬性
の高いプログラムを開発できることがわかった．
LU分解や共役勾配法に対する実験では，問題サイズや

精度によって最も性能の高い環境が異なった．monolishを
用いて可搬性のプログラムを作成し，ユーザが解くべき問
題に応じて環境を切り替えることの意義が示された．
今後の課題として，(1) OpenMP Offloadingを用いて実

装した axpyは CUDAから cuBLASを呼び出した場合と
比べて約 10 %性能が低かった．これは良い結果だと考え
られるが，コンパイルオプションや指示句によるさらな
る高速化の方法を調査すること，(2) 性能がでなかった
AMD CPUに対し AMD製の BLASの性能を評価するこ
と, (3) 性能がでなかった A64FXの LU分解，及び共役勾
配法の性能を分析すること，(4) SXATや GPUのために
ベクトル化に有利な ELL形式などを実装することが挙げ
られる．特に (3)については，行列行列積の性能は出てい
るが，LAPACKの LU分解の性能が出ていない結果には
疑問が残る．環境変数やオプションなどを調査し，改善す
る必要があると考えられる．
monolish は https://github.com/ricosjp/monolish

より利用可能である．今回取り上げた機能以外にも，固有
値ソルバなど様々な機能が利用できる．
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#include ”mono l i sh b la s . hpp”

#include ”mono l i sh equat ion . hpp”

#include ”monolish vml . hpp”

template <typename MAT, typename Float>

void cg (const MAT &A, monolish : : vector<Float> &x , const monolish : : vector<Float> &b , Float t o l )

{
monolish : : vector<Float> r (A. get row ( ) , 0 . 0 ) ;

monolish : : vector<Float> p(A. get row ( ) , 0 . 0 ) ;

monolish : : vector<Float> q (A. get row ( ) , 0 . 0 ) ;

r . send ( ) ; p . send ( ) ; q . send ( ) ;

monolish : : b l a s : : matvec (A, x , q ) ;

monolish : : vml : : sub (b , q , r ) ;

monolish : : b l a s : : copy ( r , p ) ;

for ( s i z e t i t e r = 0 ; i t e r < A. get row ( ) ; i t e r++) {
monolish : : b l a s : : matvec (A, p , q ) ; // q = Ap

auto tmp = monolish : : b l a s : : dot ( r , r ) ;

auto alpha = tmp / monolish : : b l a s : : dot (p , q ) ;

monolish : : b l a s : : axpy ( alpha , p , x ) ; // x = alpha∗p + x

monolish : : b l a s : : axpy(−alpha , q , r ) ; // r = −alpha ∗ q + r

auto beta = monolish : : b l a s : : dot ( r , r ) / tmp ; // beta = ( r , r )

monolish : : b l a s : : xpay ( beta , r , p ) ; // p = r + beta∗p

auto r e s i d = monolish : : b l a s : : nrm2( r ) ; // check convergence

i f ( r e s i d < t o l ) { return ; }
}

}

int main ( ) {
// crea te 2D 5point l ap l a c i an matrix s tored in COO

int s i z e = 100 ;

monolish : : matrix : :COO<double> COO = monolish : : u t i l : : l ap lac ian matr ix 2D 5p<double>( s i z e ,

s i z e ) ;

monolish : : matrix : : CRS<double> A(COO) ; // crea te CRS matrix from COO

monolish : : vector<double> x (A. get row ( ) , 0 . 0 , 1 . 0 ) ; // i n i t i a l x i s rand (0˜1)

monolish : : vector<double> b(A. get row ( ) , 1 . 0 ) ; // i n i t i a l b i s {1 , 1 , 1 , . . . , 1 }
A. send ( ) ; x . send ( ) ; b . send ( ) ; // send A, x , b to GPU dev ice

cg (A, x , b , 1 . 0 e−12) ; // so l v e

x . recv ( ) ; // recv x from GPU dev ice

return 0 ;

}

図 A·1 monolish を用いて実装した共役勾配法のプログラム
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