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Pilotin tiedot

* Seinajoen Ammattikorkeakoulu ja vAl:lla tuottavuutta? -hanke toteutti pilotin
yhteistyossa Skaala IFN Oy:n kanssa heidan hoylalinjastosta keratylla
sensoridatalla kevaalla 2025.

« Kiitamme myos Tampereen yliopiston Open lot Hub (MOI) —hanketta datan
keraamisessa pilotin toteuttamisen mahdollistamiseksi.

» Seinajoki Multidisciplinary Open loT Hub (MOI) | Tampereen korkeakouluyhteiso

SEAMK


https://www.tuni.fi/fi/tutkimus/seinajoki-multidisciplinary-open-iot-hub-moi

Pilotin aihe 1/2

* Pilotin tavoitteena oli pilotoida tekoalyn hyodyntamista matalilla
kustannuksilla hoylalinjan viimeisen terapakan vaihdon ajoittamiseksi
tuotantokatkosten minimoimiseksi ja laadun varmistamiseksi.

* Pilotissa hyodynnettiin MOI Hub -hankkeen keraamaa sensoridataa, joka
koostui kolmiakselisesta (X, Y, Z) tarinadatasta seka metadatasta eli
terienvaihtoajankohdista.

» Dataa kerattiin jatkuvasta tuotannosta n. neljan viikon ajan kattaen useita
teranvaihtosykleja.

« Tarinadata analysoitiin Pythonilla rakennetulla koneoppimismallilla, jossa
hyodynnettiin Satunnaismetsaalgoritmia eli Random Forest —algoritmia.

SEAMK



Pilotin aihe 2/2

 Mallin opettamisessa kaytettiin sensoridataa kasityksen muodostamisesta
siita, miten tarinaprofiilit muuttuivat teran kulumisen edetessa ja missa
vaiheessa vaihtotarve tyypillisesti ilmeni.

* Mallia testattiin kayttamalla kerattya sensoridataa, jossa algoritmin
ennustamia vaihtopisteita verrattiin todellisiin, tyontekijoiden tekemiin
paatoksiin teranvaihdon ajankohdasta.

* Pilotin tulokset olivat lupaavia: malli kykeni tunnistamaan vaihtotarpeen
useissa tapauksissa lahella todellisia vaihtokohtia. Malli antoi kuitenkin myos
osaksi ylimaaraisia signaaleja. Tulokset kuitenkin osoittavat
matalakustannuksisen koneoppimisen potentiaalin tuotantoprosessien
kunnossapidon ja paatoksenteon tukena.

SEAMK



Kaytetyt teknologiat

SEAMK

Kolmiakselinen tarinadata (X, Y, Z, aikaleima), keratty laitteen ulkoseinasta anturilla
« Mittaustaajuus n. 400 Hz, 10 minuutin valein 30 sekuntia dataa -> ~12000 rivia dataa / akseli
« Eijohdotuksia tai vastaavia kytkentdja koneeseen, tarinadata lahetettiin langattomasti palvelimelle
 Datankeruuseen voi perehtya tarkemmin MOI-Hub —hankkeen aineistosta

Python: Kaytetty paaohjelmointikielena kaikessa datankasittelyssa ja analyysitehtavissa.
Pandas: Hyodynnetty CSV-datan lukemiseen, sen lajitteluun ajan mukaan seka ryhmittelyyn ajanjaksoihin.

NumPy: Kaytetty numeeristen laskelmien suorittamiseen ja taulukoiden kasittelyyn ominaisuuksien
valmistelussa.

datetime: Hyodynnetty aikaleimojen hallintaan ja aikaerojen laskemiseen (esimerkiksi ikkunoiden ja
tapahtumien’ajoituksen maarittelyssa).

scikit-learn: Kaytetty RandomForestClassifier-mallin koulutukseen seka sen suorituskyvyn arviointiin eri
mittareiden avulla.

Matplotlib: Kaytetty kayrien ja graafien piirtamiseen, jotta datan trendeja, ennusteita ja arviointituloksia
voidaan visualisoida.

matplotlib.dates: Kaytetty paivamaaraakselien muotoiluun ja lukujen selkeyttamiseen graafien esityksissa.



Tekoaly ratkaisuna

 Miten tama on tekoalya

« Koneoppimismalli "oppii" datan perusteella, eli se analysoi suuria maaria esikasiteltya tietoa ja tunnistaa monimutkaisia
malleja, joita ihminen ei valttamatta huomaa. Tama oppimisprosessi ja automaattinen paatoksenteko ovat tekoalyn
dinelementteja. Tekoalya kaytetaan siis tassa ratkaisussa erottamaan normaalit toimintatilanteet poikkeavista tilanteista
teranvaihdot), mika mahdollistaa ennakoivan huollon.

Ominaisuuksien generointi ja datan valmistelu

« Dataa kasitellaan ensin perinteisilla tilastollisilla menetelmilla, !olloin raakadata jaetaan aikavaleihin ja lasketaan erilaisia
tilastollisia arvoja (kuten keskiarvo, keskihajonta, liukuvat tilastot, viiveominaisuudet, muutoksen nopeus seka
aikaominaisuudet kuten kellonaika ja viikonpaiva). Nama ominaisuudet muodostavat "piirteet", jotka kuvaavat datan
kayttaytymista eri ajankohtina.

Mallin koulutus tekoalymenetelmalla

 Kun data on valmiiksi esikasitelty, sita kaytetaan kouluttamaan satunnaismetsamalli. Satunnaismetsa eli Random Forest
on koneoppimisen malli, joka koostuu useista paatospuista. Satunnaismetsa perustuu erilaisten paatospuiden
rakentamiseen, jotka oppivat tunnistamaan monimutkaisia kuvioita ja trendeja esikasitellyista ominaisuuksista. Naiden
puiden tulokset yhdistetaan, jotta saadaan paatos siita, onko kyseessa normaalia vaihtelua vai todennakoisesti teran
vaihdon aika (huoltotoimenpide).

Ennustaminen ja poikkeavien tilanteiden tunnistus

« Koulutettu malli kayttaa oppimiaan kuvioita tehdakseen ennusteita annetusta datasta. Se laskee todennakoisyyden, etta
tietty ajanjakso sisaltaa teran vaihdon ajan.

SEAMK



Python-koodi

* Pilotin avainasemassa on python-koodi, joka kasitteli sensoridataa.

* Python-koodi on saatavilla osoitteesta https://projektit.seamk.fi/alykkaat-
teknologiat/vailla-tuottavuutta/

» Esimerkkitiedosto sensoridatasta loytyy myos saatavilla olevista tiedostoista,
mutta sita el voi kayttaa mallin kouluttamiseen. Tiedosto on saatavilla lahinna

formaatin nayttamiseksi.
e Seuraavissa dioissa avataan ratkaisua tarkemmin.

SEAMK


https://projektit.seamk.fi/alykkaat-teknologiat/vailla-tuottavuutta/
https://projektit.seamk.fi/alykkaat-teknologiat/vailla-tuottavuutta/

Koodin vaiheet 1/2

Datan lukeminen ja jarjestely:
*CSV-tiedostosta luetaan tarinadata, jossa aikaleimat jasennetaan automaattisesti.
*Data lajitellaan aikajarjestykseen, jotta se etenee kronologisesti.

«Aikavaleihin ryhmittely ja tilastojen laskenta:
*Data jaetaan 1 minuutin valeihin.
Kussakin ikkunassa lasketaan tilastollisia arvoja: keskiarvo, keskihajonta, minimi, maksimi ja havaintojen
lukumaara.
*lkkunat, joissa ei ole dataa, suodatetaan pois.
‘Tunnettujen teranvaihtoaikojen maarittely:
Tunnetut teranvaihtoajat on maaritelty ja muunnettu datetime-olioiksi oikealla aikavyohykkeella.
*Naita kaytetaan vertailukohtana, jotta voidaan myohemmin arvioida ennusteiden tarkkuutta.

Datan jakaminen ja ominaisuuksien valmistelu:
*Data jaetaan aikajarjestyksen perusteella koulutus- (70 %) ja testiaineistoon (30 %).
Luodaan useita ominaisuuksia:
Viiveominaisuudet: Edellisten ikkunoiden keskihajonta ja keskiarvo.
-Liukuvat tilastot: Liukuva keskiarvo, keskihajonta ja vaihteluvali eri ikkunoilla.
‘Muutoksen nopeus: Standardipoikkeaman muutossuhteet.
Aikaominaisuudet: Kellonaika ja vilkonpaiva.

SEAMK



Koodin vaiheet 2/2

Mallin koulutus:
*Luodaan tavoitemuuttuja "blade_change", jossa ennustusikkuna (esim. 2 tuntia ennen tunnettuja muutoksia) merkitaan

arvolla 1.
Koulutusaineistosta muodostetaan ominaisuusjoukko ja tavoitemuuttuja.
Koulutetaan RandomForestClassifier, joka oppii erottamaan normaalit aikavalit poikkeavista (teramuutokset).
‘Ennusteet ja arviointi:
Ennustetaan testidatasta mallin avulla teranvaihtotodennakaisyyksia.
Ennustetut todennakoisyydet muunnetaan kynnysarvoa (0.07) kayttaen binaarisiksi ennusteiksi (kylla/ei).
Ennusteiden osuvuutta arvioidaan vertaamalla niita todellisiin (tunnettuihin) teranvaihtoaikoihin:
*Lasketaan esimerkiksi herkkyys ja tarkkuus.
Visualisointi:
*Piirretaan graafi, joissa:
‘Naytetaan tarinadatan keskihajonnat (X-, Y- ja Z-akselit) aikajanalla.
*Merkitaan todelliset ja ennustetut teramuutokset pystysuorilla viivoilla (erivariset).
*Esitetaan esimerkkiaikajakso oikein ennustetun tapahtuman ymparilta, jotta havaitaan ennusteen osuvuus
visuaalisesti.

SEAMK



Koneoppimisen tulokset (sokkotestijakso)

14 todellista teranvaihtoa testijaksolla
« 3 teranvaihtoa tyovuorojen ulkopuolella

SEAMK

1. paivana ensimmainen vaihto heti testidatan alussa
« Tekoaly antoi toistuvia signaaleja ennen 2. vaihtoa

3. paivana signaali ennen oikeaa vaihtoa + paivan lopussa — oikea vaihto heti seuraavan paivan alussa

4. paivana 4 vaihtoa:
« Ensimmainen signaali ajoissa ennen vaihtoa
» Seuraavat vaihdot — tekoalyn signaalit osuivat vaihtojen lahelle
 Vaihtojen jalkeen viela 2 ylimaaraista signaalia
5. paivana:
« Signaali ennen kahta lahekkaista vaihtoa
« Myo0s vaihtojen jalkeen 2 signaalia, vaikka terat oli jo vaihdettu
 Terat vaihdettiin tydpaivien valissa
6. paivana:
 Vaihto paivan alussa, ei tekoalyn signaalia

10



Koneoppimisen tulokset (sokkotestijakso)

« Testijaksolla ennustettiin 16 mahdollista teran vaihtoa.

 Kun arvioitiin tunnistuksen tarkkuutta 1 tunnin aikavalin sisalla, todettiin:
 Todelliset onnistumiset: Malli ennusti oikein 5 tapahtumaa.
« Vaarat positiiviset: Malli ennusti 11 kertaa tapahtuman, vaikka sellaista ei tapahtunut.
 Havaittuja tapahtumia, jotka jaavat ennustamatta: 9 teravaihtoa, joita malli ei tunnistanut.
« Naista lasketut arviointimittarit ovat:

 Herkkyys (Recall): 0.36, mika tarkoittaa, etta mallin ennustuksista 36 % kaikista oikeista
teramuutoksista havaittiin.

« Tarkkuus (Precision): 0.31, eli mallin ennusteista 31 % osui oikeaan.
* F1 Score: 0.33, joka yhdistaa tarkkuuden ja herkkyyden tasapuolisesti.

* Tulokset osoittavat, etta signaalit eivat ole satunnaisia, vaan ne seuraavat mitattavissa
olevia piirteita tarinadatassa. Tarkkuus ei kuitenkaan riita luotettavaan tuotantokayttoon
tallaisenaan.

SEAMK
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isen tulokset (sokkotestijakso)
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Yhteenveto: Hyodyt

«Automaattinen ja jarjestelmallinen datankasittely
*Koodi lukee ja jarjestaa tarinadataa automaattisesti, mika varmistaa, etta kaikki tiedot ovat ajantasaisia ja kronologisesti oikeassa jarjestyksessa.
+Data jaetaan 1 minuutin valeihin, mika auttaa jasentamaan raakadataa systemaattisesti ja vahentaa kasittelyvirheiden mahdollisuutta.
*Ominaisuuksien generointi
*Ominaisuuksien tarkeysanalyysi antaa arvokasta tietoa siita, mitka seikat vaikuttavat eniten mallin paatoksiin.
*Erilaiset ominaisuudet (kuten viiveominaisuudet, liukuvat tilastot, muutoksen nopeus) muodostavat tietoperustan mallin oppimiselle.
Selkea arviointi ja jatkuva kehitys
*Vaikka malli tunnistaa testijaksolla 16 potentiaalista tapahtumaa ja antaa 5 tarkkaa osumaa, se toimii lahtokohtana, jota voidaan jatkokehittaa ja
saataa entista tarkemmaksi.
Skaalautuvuus ja tuotantokelpoinen toteutus
*Ratkaisu soveltuu kaytettavaksi tuotantoymparistossa, missa dataa kertyy jatkuvasti.
«Automatisoitu tietojen kasittely ja ennustaminen mahdollistavat reaaliaikaisen seurannan, mika on erittain tarkeaa koneiden ennakoivassa
huollossa.
*Ennakoiva huolto ja poikkeavuuksien tunnistus
Malli (RandomForestClassifier) on koulutettu tunnistamaan poikkeavia tapahtumia, mika mahdollistaa ennakoivan huollon.
*Ennakointi auttaa tunnistamaan, milloin koneessa voi olla huoltotarvetta, jolloin voidaan aikatauluttaa tarvittavat toimenpiteet ennen vikoja.

SEAMK 13



Yhteenveto: Haasteet ja huomioitavaa

Datankeruun oikeellisuus ja laatu
Ihmisten tekema data: Ratkaisun toimivuus perustuu kerattyyn tarinadataan ja tapahtumamerkintoihin. Jos dataa merkitaan manuaalisesti,
ihmisten tekemat virheet voivat johtaa epatarkkoihin tai puutteellisiin tietomerkintdihin. Tama vaikuttaa suoraan mallin kykyyn oppia.
*Tarkka ajoitus: Terien vaihdon ajankohta on kriittinen, koska mallin oppiminen ja ennustusten tarkkuus riippuvat siita, etta tapahtumat kirjataan
tarkasti. Pienetkin viiveet tai virheet aikaleimoissa voivat johtaa virheellisiin tuloksiin.

Mallin oppimisen varmistaminen
*Ominaisuuksien valinta: Mallin suorituskykyyn vaikuttavat kayttaytymisen kuvaamiseen luodut ominaisuudet (lag-ominaisuudet, liukuvat tilastot,
muutoksen nopeus). On tarkeaa arvioida, etta ominaisuudet todella kuvaavat relevantteja signaaleja, eika malli opi virheellisia riippuvuuksia.

‘Live-datan hyddyntaminen tulevaisuudessa
Nykyinen tilanne: Tassa vaiheessa koodi toimii ennalta keratyn datan (CSV-tiedosto) kanssa, joten se ei ole reaaliaikainen ratkaisu.
*Mahdollinen jatkokehitys: Ratkaisua voidaan jatkokehittaa siten, etta se hyodyntaa live-dataa esimerkiksi reaaliaikaisessa tilannekuvassa.
Tama edellyttaa jatkokehitysta, joka varmistavat jatkuvan ja oikea-aikaisen datavirran seka sen yhteensopivuuden olemassa olevan
analytiikkaputken kanssa.

Yleiset haasteet tuotantoymparistossa
Mallin suorituskyky: Nykyiset arviointitulokset (Recall 0.36, Precision 0.31, F1 Score 0.33) osoittavat, etta mallilla on parannettavaa. Jatkossa
on tarkeaa kehittaa malli niin, etta se tunnistaa mahdolliset muutostilanteet tehokkaammin ja vahentaa virhepositiivisia ennusteita.
«Jatkuva monitorointi ja validointi: Mallin koulutuksen jalkeen on tarkeaa monitoroida sen suorituskykya jatkuvasti, jotta varmistetaan, etta se
oppii ajantasaisesti oikeanlaisia kuvioita ja reagoi muutoksiin tuotantoymparistossa.

SEAMK
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Ajatukset

 Tama ratkaisu voi mahdollistaa ennakoivan huollon tuottavassa teollisuudessa hyodyntamalla
koneoppimista ja alykasta datankasittelya. Ratkaisu analysoi tarinadataa, jakaa sen
aikavaleihin ja laskee tilastollisia mittareita, joiden perusteella ennustetaan potentiaalisia
teranvaihtotilanteita. Tarkeaa on, etta keratty data on tarpeeksi laadukasta ja tapahtumien

ajoitus Kirjataan tarkasti, silla pienet virheet tai pyoristykset voivat vaikuttaa mallin oppimiseen.

« Toteutus kayttaa ennalta kerattya dataa, mutta se on helposti laajennettavissa reaaliaikaiseen
(live) dataan, mika mahdollistaisi nopeamman ja tarkemman reagoinnin tuotantolinjan
muutoksiin. Nain ennakoiva huolto voisi merkittavasti vahentaa odottamattomia seisokkeja ja
huoltokustannuksia, mika parantaa teollisuuden tuottavuutta ja kilpailukykya.

 Matalakustannuksinen loT-sensorointi on toteutettavissa teollisessa ymparistossa avoimen
teknologian avulla. Pilotin aineisto toimii hyvana alkuna jatkokehittamiselle.

SEAMK
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Jatkokehitettavaksi

« Enemman dataa mallin koulutukseen
 Metadata mahd. tarkkaan kirjattua
 Muu data, kuten tuotantonopeus, ym.

 Reaaliaikainen datansyotto mahdollistaa reaaliaikaisen halytyksen
* Eri mittauspisteiden testaus, lisaantureiden kaytto

SEAMK
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Lisatietoa

« Linkit Python -koodiin ja esimerkkidataan loytyvat vAl:lla tuottavuutta? —
hankkeen verkkosivuilta

* https://projektit.seamk.fi/alykkaat-teknologiat/vailla-tuottavuutta/
« Lisatietoa datankeruuseen liittyen on saatavilla MOI-Hub —hankkeen kautta

SEAMK
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